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融合多维语义表示的概率矩阵分解模型

任开旭，王玉龙，刘同存，李　炜
（北京邮电大学网络技术研究院，北京１００８７６）

　　摘　要：　协同过滤作为推荐系统核心技术，面临严重的评分数据稀疏性问题．融合物品文本信息可以有效的解
决数据稀疏性问题，然而，目前的方法侧重于提取文本的单维特征，忽略了物品语义表示的多维特性．深度挖掘物品内
容的多维特性可以更加精细化描述物品的语义信息，有助于提升推荐效果．为此，本文提出基于胶囊网络的概率生成
模型．模型利用胶囊网络挖掘文本的多维语义特征，并以正则化方式融入概率矩阵分解框架，建立用户与物品之间的
内在关系．实验结果表明本文提出的模型具有更高的评分预测精度．
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１　引言
　　电商平台的爆发式发展使得用户陷入了商品选择
困境．为此，推荐系统作为重要的工具成为各大电商平
台的核心功能．近年来，协同过滤作为经典算法，已被成
功应用于推荐系统中．然而该类算法却面临严重的数
据稀疏性和冷启动问题．为了解决数据稀疏性和冷启
动问题，常用的方法是向协同过滤融入辅助信息，如社

交关系［１，２］、用户评论和物品描述等［３～１２］．
早期的研究工作，主要通过机器学习技术，利用物

品的内容特征学习用户物品评分预测模型［３］，并作为

用户评分矩阵中的缺失值填充方法．该方法在一定程
度上缓解了数据稀疏性问题，但仍然需要大量的用户
物品评分数据训练模型．为了进一步解决数据稀疏性
问题，黄贤英等［４］使用ＴＦＩＤＦ计算新闻内容的相似性，
并采用加权方法与基于评分的相似性进行线性融合，

该方法将物品的内容相似与行为相似进行了融合，有

效改善了长尾物品相似度计算问题．这些方法虽然可
以缓解数据稀疏性问题，但依赖统计的相似度计算仍

然存在数据极端稀疏时置信度不足的问题．
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近年来，随着物品内容信息的大量采集，向协同过

滤融入物品内容特征挖掘算法成为解决数据稀疏性和

物品冷启动推荐问题的有效方法．这些融合内容信息
与协同过滤的混合推荐算法的核心是如何提取文本语

义特征并巧妙的与协同过滤进行融合．主题模型和深
度神经网络是最为常用的提取语义特征的方法，如潜

语义主题模型（ＬＤＡ）［５］、多层感知机模型（ＭＬＰ）［６］、堆
栈自编码模型（ＳＤＡＥ）［７］等．然而，这些方法都是建立
在词袋模型基础上，忽略了文本内在的语境和词序关

系．为此，Ｋｉｍ等［８］使用卷积神经网络（ＣＮＮ）学习文本
内在的语境信息．为了处理文本的词序关系，Ｂａｎｓａｌ
等［９］使用循环神经网络学习文本的特征表示．这些模
型将文本内容编码为由单维的语义特征所组成的向

量，忽略了文本内容的多维语义特性．事实上，文本描述
往往存在多个主题，每个主题均由不同的语义特征来

表示，例如物品描述可能包含关于价格、关于商品质量

和关于售后服务等主题，仅使用单维的语义特征表示

缺乏对每个主题的深刻理解，无法充分提取文档中关

于价格、商品质量和服务等主题的多方面的特征．
为了解决上述问题，本文提出了融合多维语义表示

的概率矩阵分解模型（ＭＦＭＳＲ）学习用户物品之间的潜
在关系．模型使用胶囊网络［１３］提取文档的多维语义特征

表示，并进一步通过非线性变换转换为文档的内容特征

向量，最后以正则化方式将提取的语义特征融入到概率

矩阵分解［１４］框架．本文使用的胶囊网络模型利用胶囊向
量代替ＣＮＮ网络的标量输出，将文档编码为包含多个语
义层面的特征表示，能够更全面的提取物品文本描述的

多维语义信息；提取的多维语义特征在模型中搭建用户
物品关系数据与物品内容的桥梁，使得ＭＦＭＳＲ可以缓解
用户物品交互行为数据的稀疏性，同时，ＭＦＭＳＲ可以利
用物品内容特征向量预测用户对新物品偏好行为，可有

效的解决物品冷启动推荐问题．

２　融合多维语义表示的概率矩阵分解模型
　　本节详细描述 ＭＦＭＳＲ模型，其主要包含两部分：
（１）利用胶囊网络从物品的文本内容提取多维语义特
征；（２）以正则化方式融入到概率矩阵分解模型．其总
体架构如图１所示．为了便于表示，模型的主要符号及
含义定义如表１所示．

设Ｎ个用户对 Ｍ个物品的打分矩阵为 Ｒ∈ＲＲＮ×Ｍ，
模型假定用户特征向量 ｕｉ服从以０为均值，θ

２
ｕ为方差

的正太分布；物品潜在特征向量 εｊ服从以０为均值，θ
２
ｖ

为方差的正太分布．为了解决用户评分数据的稀疏性
问题和物品冷启动推荐问题，模型假定物品的特征向

量为胶囊网络提取的物品内容特征向量 Ｇ（Ｗ，Ｘｊ）与物
品潜在特征向量εｊ之和：

表１　主要符号及其含义

符号 含义

ｒｉｊ 用户ｉ对物品ｊ的真实评分

ｕｉ，ｖｊ 用户ｉ和物品ｊ的ｋ维特征向量

Ｘｊ 物品ｊ的文本矩阵

Ｏｊ 物品ｊ的内容特征向量

Ｗ 胶囊网络的所有权重矩阵和偏置向量．

θ２ｒ 评分分布的方差

θ２ｕ，θ２ｖ 用户特征向量和物品特征向量分布的方差

ｋ 潜在因子数目

Ｌ 物品文档中词的最大数量

Ｖ 词向量维度

Ｎｒ 已知评分数量

Ｎ，Ｍ 用户数量和物品数量

νｊ＝Ｇ（Ｗ，Ｘｊ）＋εｊ （１）
特别地，对于新物品 εｊ＝０．用户物品评分矩阵中的任
意元素均为用户与物品特征向量的内积：

ｒ^ｉｊ＝ｕ
Ｔ
ｉｖｊ （２）

最后，本文采用坐标下降法学习模型中的参数．
２１　多维语义特征表示

多维语义特征表示是指提取物品描述文档中的多

维的语义特征，并将提取的多维语义特征映射到物品

潜在特征向量εｊ相同的语义空间．在自然语言处理中，
文本可以被映射到由Ｋｗ维的词向量所组成的文本矩阵
Ｘｊ＝［ｅ１，ｅ２，…，ｅＬ］

Ｔ．基于胶囊网络的多维语义特征表
示模型包含 Ｎ元语法卷积、主胶囊、数字胶囊、转换等
四步操作．

为了得到更丰富的文本特征，本文使用不同类型

的卷积核提取文本特征．每个词向量视为不可分割的
单位，卷积核的宽度是词向量的维度 Ｖ，高度是可以设
置的超参数，高度也被称为窗口，窗口大小表示周围几

个词是相关的．那么第ａ个卷积核可以表示为一个宽度
为Ｖ，窗口大小为Ｋ１的共享矩阵ＷａＣＮＮ∈ＲＲ

Ｖ×Ｋ１．第ｊ个文

９４８１



电　　子　　学　　报 ２０１９年

档Ｘｊ经第ａ个卷积核提取的 Ｎ元语法向量 Ｄ
ａ
ｊ可以表

示为：

Ｄａｊ＝ｆ（ＸｊＷ
ａ
ＣＮＮ＋ｂ

ａ
ＣＮＮ） （３）

这里表示卷积操作，ｂａＣＮＮ表示偏置，ｆ表示 ＲｅＬｕ激活
函数．假设卷积核的数量是 Ａ，则由 Ａ个 Ｎ元语法向量
组成的文本矩阵Ｄｊ表示为：

Ｄｊ＝［Ｄ
１
ｊ，Ｄ

２
ｊ，…，Ｄ

Ａ
ｊ］ （４）

主胶囊层将Ｎ元语法卷积层检测的基本特征转化
为胶囊向量．胶囊可以同时表达词语的属性和词语之
间的语义关系．主胶囊层可分为卷积操作和维度变换
两步操作，其中卷积操作仍为一维卷积．令 ｄ表示输出
胶囊的维度，令 Ｂ表示主胶囊层的通道数，令 Ｋ２表示
卷积核的高度．在卷积操作中，卷积核的数量为 ｄ×Ｂ，
高度为Ｋ２，宽度为文本矩阵Ｍｊ的列数Ａ，文本矩阵Ｄｊ经
过卷积操作和维度变换得到维度为（（Ｌ－Ｋ１－Ｋ２＋２）
×Ｂ）×ｄ的文本矩阵 Ｐｊ，表示由（Ｌ－Ｋ１－Ｋ２＋２）×Ｂ
个胶囊组成的二维矩阵．

Ｐｊ＝［ｐ１，ｐ１，…，ｐ（Ｌ－Ｋ１－Ｋ２＋２）×Ｂ］ （５）
数字胶囊层由非线性压缩函数和动态路由［１３］两部

分构成．数字胶囊层的输入来自主胶囊层的输出，胶囊
的方向编码了检测出的相应对象的一些内部特征，经

过特征映射函数 ｐｊ｜ｉ＝Ｗｉｊｐｉ，转化胶囊．Ｗｉｊ编码着底层
特征和高层特征之间的空间关系和其他重要关系．ｐｊ｜ｉ
通过标量权重ｃｉｊ确定底层胶囊和上层胶囊之间的耦合
系数，ｃｉｊ通过动态路由算法学习得到，这种方式避免了
最大池化带来的信息损失，更智能地将局部分配给整

体．上层胶囊由底层所有胶囊通过式（６）加权求和与式
（７）压缩得到输出胶囊ｑｊ．

ｓｊ＝∑
ｉ
ｃｉｊｐｊ｜ｉ （６）

ｑｊ＝
‖ｓｊ‖

２

１＋‖ｓｊ‖
２

ｓｊ
‖ｓｊ‖

（７）

假设数字胶囊层的输出胶囊数量为ｋ，维度为ｅ．经
过以上计算，最终将主胶囊层输入的（Ｌ－Ｋ１－Ｋ２＋２）
×Ｂ个胶囊 ｐ映射为 ｋ个胶囊 ｑ，构成文本多维语义表
示Ｑｊ．

Ｑｊ＝［ｑ１，ｑ２，…，ｑｋ］
Ｔ （８）

为了将由胶囊向量组成的多维语义表示转换为与

ｋ维潜在特征向量εｊ同维度的物品内容特征向量，数字
胶囊层输出胶囊的个数为 ｋ，计算每个胶囊的长度，最
终输出ｋ维表示向量Ｏｊ．

Ｏｊ＝［‖ｑ１‖，‖ｑ２‖，…，‖ｑｋ‖］
Ｔ （９）

２２　模型优化
将上述得到的物品内容特征向量，以正则化方式

融入到概率矩阵分解模型，得到损失函数，如式（１０）

Ｊ＝１２∑
Ｎ

ｉ＝１
∑
Ｍ

ｊ＝１
Ｉｉｊ（ｒｉｊ－ｕ

Ｔ
ｉｖｊ）

２＋
λｕ
２∑

Ｎ

ｉ＝１
‖ｕｉ‖

２
２

＋
λｖ
２∑

Ｍ

ｊ＝１
‖ｖｊ－Ｇ（Ｗ，Ｘｊ）‖

２
２＋
λｗ
２∑

Ｌ′

ｌ＝１
∑
Ｈｌ

ｈ＝１
‖ｗｌ，ｈ‖

２
２

（１０）
其中，Ｉｉｊ是指示函数，如果第ｉ个用户对第ｊ个物品打过
分，则Ｉｉｊ＝１，否则Ｉｉｊ＝０，λｕ＝θ

２
ｒ／θ

２
ｕ，λｖ＝θ

２
ｒ／θ

２
ｖ，λｗ为ｗｌ，ｈ

正则化系数．ｌ表示神经网络第 ｌ层，ｈ表示第 ｌ层网络
第ｈ个神经元，Ｌ′表示神经网络层数，Ｈｌ表示第ｌ层网络
的神经元个数，ｗｌ，ｈ表示第 ｌ层第 ｈ个神经元所对应的
权重向量和偏置．

本文使用坐标下降法优化参数 Ｕ，Ｖ，Ｗ．求损失函
数Ｊ对ｕｉ和ｖｊ的偏导：

Ｊ
ｕｉ
＝∑

Ｍ

ｊ＝１
（ｕＴｉｖｊＩｉｊｖ

Ｔ
ｊ－ｒｉｊｖ

Ｔ
ｊ）＋λｕｕ

Ｔ
ｉ （１１）

Ｊ
ｖｊ
＝∑

Ｎ

ｉ＝１
（ｕｉＩｉｊｕ

Ｔ
ｉｖｊ－ｕｉｒｉｊ）＋λｖ（ｖｊ－Ｇ（Ｗ，Ｘｊ））

（１２）
令ｕｉ，ｖｊ的导数等于０，求解方程，更新参数．

对于参数Ｗ的优化，模型通过固定 ｕｉ和 ｖｊ得到胶
囊网络模型的损失函数：

（Ｗ）＝
λｖ
２∑

Ｍ

ｊ＝１
‖ｖｊ－Ｏｊ‖

２
２＋
λｗ
２‖Ｗ‖

２
２ （１３）

然后使用反向传播算法优化参数Ｗ．
算法的时间复杂度主要由更新用户矩阵Ｕ、物品矩

阵Ｖ和胶囊网络参数 Ｗ所决定．其中，更新参数 Ｕ、Ｖ
的时间复杂度为Ｏ（ｋ２Ｎｒ＋ｋ

３Ｎ＋ｋ３Ｍ），更新胶囊网络参
数Ｗ的时间复杂度为 Ｏ（ＭＬ（ＶＫ１Ａ＋ＡＫ２Ｂｄ＋Ｂｄｅｋ））．
因此，整个模型的时间复杂度为 Ｏ（ＭＬ（ＶＫ１Ａ＋ＡＫ２Ｂｄ
＋Ｂｄｅｋ）＋ｋ２Ｎｒ＋ｋ

３Ｎ＋ｋ３Ｍ）．

３　实验分析

３１　数据集与评估标准
模型在 ＹｅｌｐＤａｔａｓｅｔ，ＭｏｖｉｅＬｅｎｓ１ｍ和 ＭｏｖｉｅＬｅｎｓ

１０ｍ三个真实的数据集进行实验分析．ＹｅｌｐＤａｔａｓｅｔ选
取商户最多的城市 ＬａｓＶｅｇａｓ，包含用户对商户的评分
和用户对商户的精简描述．Ｍｏｖｉｅｌｅｎｓ数据集包含用户
对电影的评分和电影情节等信息，其中电影情节从 ＩＭ
ＤＢ得到．

对于评分数据，我们去除没有文本描述的物品，并

将整个数据集划分训练集、验证集和测试集．为确保三
个数据集合均含有同一用户的评分数据，去除少于３条
评分记录的用户．对于物品的文本描述，通过分词、去除
停用词、高频词以及根据词的ＴＦＩＤＦ值进行过滤，建立
文本描述的词典．最终数据情况如表２所示．
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表２　数据详细信息

数据集 用户量 物品量 评分数量 数据稀疏程度

Ｙｅｌｐ（ＬａｓＶｅｇａｓ） １４４０１ ３９０４ ３７００２９ ０６６％

ＭＬ１ｍ ６０４０ ３５４４ ９９３４８２ ４６４％

ＭＬ１０ｍ ６９８７８ １００７３ ９９４５８７５ １４１％

　　同时为了测试物品冷启动，本文使用类似 Ｓｃｈｅｉｎ
等人［１５］测试物品冷启动的方法，在确保训练集中的用

户包含测试集所有用户前提下，从数据集的物品集合

中随机选择一定数量物品，将与这些物品相关的所有

评分均作为测试集，其余数据划分为训练集与验证集．
经处理，ＭＬ１ｍ测试集物品数量为 １８８８，评分数量为
９９４９８；ＭＬ１０ｍ测试集物品数量为 ５８３３，评分数量
为９２３６１９．

为了评估算法在三个真实的数据集上的效果，采

用平均绝对误差（ＭＡＥ）和均方根误差（ＲＭＳＥ）进行评
估．其计算方法见式（１４）、（１５）：

ＭＡＥ＝１Ｎｒ
∑
Ｎ，Ｍ

ｉ，ｊ
｜ｒｉｊ－^ｒｉｊ｜ （１４）

ＲＭＳＥ＝
∑
Ｎ，Ｍ

ｉ，ｊ
（ｒｉｊ－^ｒｉｊ）

２

Ｎ槡 ｒ
（１５）

为了验证提出模型的有效性，本文实验选择以下５
种模型与本文模型ＭＦＭＳＲ进行对比：

（１）ＰＭＦ（ＰｒｏｂａｂｉｌｉｓｔｉｃＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ）［１４］：评分
矩阵的标准模型，该模型仅仅利用用户物品评分数据，

没有加入任何辅助信息，使用随机梯度下降法优化模

型参数．
（２）ＡＬＳ（ＡｌｔｅｒｎａｔｉｎｇＬｅａｓｔＳｑｕａｒｅｓ）［１６］：为了解决传

统矩阵分解在大数据量的计算问题，传统矩阵分解通

常使用梯度下降的方法优化模型参数，ＡＬＳ使用交替
最小二乘法优化模型参数．

（３）ＣＴＲ（ＣｏｌｌａｂｏｒａｔｉｖｅＴｏｐｉｃＲｅｇｒｅｓｓｉｏｎ）［１７］：将概
率矩阵分解（ＰＭＦ）和主题模型（ＬＤＡ）结合的混合推荐

算法，该模型同时利用评分数据与物品文本信息．
（４）ＣＤＬ（ＣｏｌｌａｂｏｒａｔｉｖｅＤｅｅｐＬｅａｒｎｉｎｇ）［１８］：使用堆

栈式自编码（ＳＤＡＥ）提取物品文本特征，同时利用评分
数据和物品文本信息的混合推荐算法．

（５）ＣｏｎｖＭＦ（ＣｏｎｖｏｌｕｔｉｏｎａｌＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ）［８］：
使用卷积神经网络（ＣＮＮ）提取物品文本特征，是当前
效果最好的同时利用评分数据和物品文本信息的混合

推荐算法．
３２　性能对比

为了更全面的测试本文模型的效果，笔者在不同

数据集下测试各模型的整体性能，同时在 ＭＬ１ｍ和
ＭＬ１０ｍ数据集上测试各模型的物品冷启动的性能．实
验结果分别如表３与表４．从表３我们可以看出本文提
出的ＭＦＭＳＲ模型在不同数据集，其精度均高于对比模
型；ＣＴＲ、ＣＤＬ、ＣｏｎｖＭＦ和ＭＦＭＳＲ等模型均明显优于仅
使用评分数据的 ＰＭＦ和 ＡＬＳ算法．实验结果表明利用
物品文本信息能够有效提高推荐预测准确率，相比使

用了其他文本算法的模型，本文提出的多维语义表示

能够更有效地提取物品文本内容特征，融合概率矩阵

分解模型，能有效提升推荐预测准确率，且针对不同数

据集具有一定的鲁棒性．表４结果显示 ＭＦＭＳＲ模型的
物品冷启动预测精度明显高于其他三种算法，在物品

冷启动预测中，物品特征向量等于语言模型提取的物

品内容特征向量，预测精度更加依赖物品内容特征，因

而进一步表明本文提出的多维语义表示能够更有效地

表达新物品与用户历史交互物品的内容相似性，有助

于模型更精准的预测用户偏好．

表３　不同推荐算法在评分预测上的性能对比

数据集 评测指标 ＰＭＦ ＡＬＳ ＣＴＲ ＣＤＬ ＣｏｎｖＭＦ ＭＦＭＳＲ 误差降低（％）

Ｙｅｌｐ
（ＬａｓＶｅｇａｓ）

ＭＡＥ ０９５７２３ ０９５９１９ ０８７１９６ ０８６２８４ ０８４５７９ ０８２９１３ １９７％

ＲＭＳＥ １２０９８２ １１９４６０ １０９９８０ １０８９９０ １０７８０９ １０６７０１ １０３％

ＭＬ１ｍ
ＭＡＥ ０７３６９２ ０７０６８２ ０７０８５９ ０６９９２６ ０６７２５９ ０６６３８８ １２９％

ＲＭＳＥ ０９３３３９ ０９０５９７ ０８８９０５ ０８７８７６ ０８５５５３ ０８４８４２ ０８３％

ＭＬ１０ｍ
ＭＡＥ ０８３０１５ ０７１００６ ０６５７７７ ０６３０４６ ０６１８２７ ０６０２０９ ２６２％

ＲＭＳＥ １０６３６５ ０９３９９１ ０８６６３５ ０８２９３６ ０８０６９１ ０７８５１０ ２７０％

３３　参数分析
用户及物品特征向量的特征维度 ｋ决定特征向量

承载信息上限，本文使用不同特征维度ｋ在 Ｙｅｌｐ（Ｌａｓ

Ｖｅｇａｓ）与ＭＬ１ｍ数据集上测试其对 ＭＦＭＳＲ模型性能
的影响，如图２和图３所示，ｋ取值过小，特征向量不能
充分表达用户和物品所具有的隐含特征，导致算法无
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法精准预测用户对物品的评分；ｋ取值过大，特征向量 会包含过多的冗余特征，导致算法预测准确率下降．
表４　不同推荐算法在物品冷启动评分预测上的性能对比

数据集 评测指标 ＣＴＲ ＣＤＬ ＣｏｎｖＭＦ ＭＦＭＳＲ 误差降低（％）

ＭＬ１ｍ
ＭＡＥ １２４５７５ １１３９８３ ０９６３４１ ０９３６４６ ２８０％

ＲＭＳＥ １４８１４５ １３６１２９ １１８５７２ １１４４８ ３４５％

ＭＬ１０ｍ
ＭＡＥ １０３０９４ ０８９３９７ ０８６９７３ ０８４１９４ ３２０％

ＲＭＳＥ １２２９８ １０９０６２ １０８９８４ １０３９８８ ４５８％

　　正则化参数 λｕ，λｖ用于约束模型参数，防止过拟
合，由于两个参数的比例影响模型效果，因此本文

ＭＦＭＳＲ模型在Ｙｅｌｐ（ＬａｓＶｅｇａｓ）与 ＭＬ１ｍ数据集上通
过交替改变λｕ和λｖ测试参数对模型的效果．如表５和
表６所示，ＭＦＭＳＲ模型在Ｙｅｌｐ（ＬａｓＶｅｇａｓ）与ＭＬ１ｍ数
据集上正则化参数λｕ、λｖ的最优值分别为１０、１００与１、
１００．预测精度与正则化参数λｕ，λｖ呈现非线性关系，正
则化参数λｕ与λｖ是为了调节评分数据与物品文本信息
对算法的影响程度，对于不同的数据集，需要根据数据

集中评分数据的稀疏程度与物品文本信息质量确定参

数值，但为了减少人为主观性，常常使用网格搜索探索

两个参数的最优值．

表５　ＭＦＭＳＲ在Ｙｅｌｐ（ＬａｓＶｅｇａｓ）数据集上不同λｕ和λｖ下的ＭＡＥ与
ＲＭＳＥ

λｕ 评价指标
λｖ

１ １０ １００

１
ＭＡＥ ０９８２２２ ０８４０２６ ０８６８０５

ＲＭＳＥ １２５６２３ １０７９１４ １１１８００

１０
ＭＡＥ ０９３９５９ ０８８４７６ ０８２９１３

ＲＭＳＥ １１９１１４ １１３１８０ １０６７０１

１００
ＭＡＥ ０８８１１１ ０９１０１７ ０９４７０１

ＲＭＳＥ １１０３４１ １１２５３８ １１６３２１
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表６　ＭＦＭＳＲ在ＭＬ１ｍ数据集上不同λｕ和λｖ下的ＭＡＥ与ＲＭＳＥ

λｕ 评价指标
λｖ

１ １０ １００

１
ＭＡＥ ０６９７６７ ０６９１６７ ０６６３８８

ＲＭＳＥ ０８８８３３ ０８８６１２ ０８４８４２

１０
ＭＡＥ ０７４４５５ ０６７６５２ ０６６５１３

ＲＭＳＥ ０９５２５８ ０８６３５６ ０８４８４３

１００
ＭＡＥ ０６７６４９ ０６７１５４ ０７０４６１

ＲＭＳＥ ０８６２３４ ０８５０３９ ０８８８５４

３４　时间消耗分析
本文选择三个公开数据集作为模型输入，得到各模

型在模型训练时间．实验结果如表７所示，使用交替最小
二乘法学习参数的 ＡＬＳ模型训练时间明显优于使用梯
度下降的ＰＭＦ模型；ＣＴＲ、ＣＤＬ、ＣｏｎｖＭＦ和ＭＦＭＳＲ等模
型训练时间明显大于ＡＬＳ算法．虽然ＭＦＭＳＲ模型相比
其他模型训练时间均有所上升．但模型训练属于离线过
程，在线预测只需训练得到的用户物品特征向量的点积

运算，所有模型均相同；对于新物品，训练完成的ＭＦＭＳＲ
模型可直接预测物品向量，运算时间短．

表７　模型训练时间（单位：ｓ）

数据集 ＰＭＦ ＡＬＳ ＣＴＲ ＣＤＬ ＣｏｎｖＭＦ ＭＦＭＳＲ

ＭＬ１ｍ ６４６５６ ９５８９ ８５１４２ ７０１７５ ３７９４２ １２５４７１

ＭＬ１０ｍ ３２９５９６ ６６００７ ４２７０５ ２３２１４５ １２６４８８ ４９４４３

Ｙｅｌｐ（ＬａｓＶｅｇａｓ） ２６５８７２ ４９４８２ ２７６１５５ １２３９４３ １０６９７８ ２０２６４３

３５　可解释性分析
为了说明本文模型的语义表达能力的效果，本文

选择ＣｏｎｖＭＦ模型与本文模型进行相似电影预测的对
比实验．分别使用已训练好的最优模型学习 ＭＬ１ｍ中
电影的内容特征向量；实验设置为随机选择一部电影

Ｍ，根据电影的内容特征向量为电影 Ｍ计算最相似的
１０部电影，这里将包含电影 Ｍ主题的相似电影作为正
确预测；此实验执行６次，每次选择不同的电影．实验
结果如图４所示，ＭＦＭＳＲ正确预测数量明显多于 Ｃｏｎ
ｖＭＦ．结果表明ＭＦＭＳＲ模型能够更有效地表达文本的
主题信息，更准确地学习文本之间的相似性，促进模型

为用户推荐与历史交互更为相似的物品，进而提升推

荐预测精度．

４　结论
　　针对协同过滤面临严重的数据稀疏性和物品冷启
动问题，本文提出了融合多维语义表示的概率矩阵分

解模型，该模型使用胶囊网络提取物品文本内容的多

维语义特征表示，通过非线性变换方式转换为物品的

内容特征，并以正则化方式无缝融合到概率矩阵分解

模型．通过在三个真实数据集上的大量实验，验证了本
文模型的有效性．未来工作将围绕用户描述性资料和
社交信息进一步完善推荐模型．
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